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Mejora del A* para Resolver el Cubo Rubik 

1. Objetivo 

El objetivo de este proyecto es analizar, implementar y comparar el algoritmo de búsqueda 
informada A* (A-estrella) en su variante clásica frente a su mejora Weighted A* (A* ponderado) 
aplicados a la resolución del Cubo Rubik 2x2 (Pocket Cube). Se busca demostrar empíricamente 
que la incorporación de un factor de ponderación w > 1 sobre la función heurística permite 
reducir significativamente el tiempo de cómputo y la cantidad de nodos expandidos, a costa de 
una suboptimalidad acotada en la longitud de la solución. Específicamente, el estudio pretende: 
(a) cuantificar el speedup obtenido por distintos valores del peso w ∈ {1.5, 2.0, 3.0}, (b) medir 
el impacto sobre la calidad de la solución encontrada respecto a la solución óptima, y (c) 
identificar el valor de w que mejor equilibra eficiencia y calidad en el contexto del Cubo Rubik 
2x2. 

2. Justificación 

La búsqueda de soluciones en espacios de estados combinatorios representa uno de los 
desafíos centrales de la Inteligencia Artificial. El Cubo Rubik es un benchmark clásico para 
algoritmos de búsqueda: el cubo 3x3 tiene aproximadamente 4.3 × 10^19 estados posibles, 
mientras que el cubo 2x2 contiene alrededor de 3.7 × 10^6 estados, un tamaño manejable 
computacionalmente pero suficientemente complejo para revelar diferencias algorítmicas 
significativas. 

El algoritmo A* garantiza encontrar la solución óptima cuando la heurística es admisible, pero 
su costo computacional puede volverse prohibitivo a medida que la profundidad del árbol de 
búsqueda crece. En entornos donde una solución buena (aunque no perfecta) obtenida 
rápidamente es preferible a la solución perfecta obtenida lentamente, el Weighted A* se 
convierte en una alternativa teóricamente sólida y prácticamente relevante. 

Este proyecto se justifica por tres razones principales: primero, el Cubo Rubik es un dominio 
ampliamente estudiado en IA que permite validar resultados contra benchmarks conocidos; 
segundo, la comparación cuantitativa entre A* y Weighted A* ilustra conceptos fundamentales 
del balance entre optimalidad y eficiencia; tercero, los resultados de este tipo de estudios 
tienen aplicación directa en robótica, planificación automática, videojuegos y optimización 
combinatoria. 

3. Marco Teórico 

3.1 El Cubo Rubik como Problema de Búsqueda en Espacio de Estados 

El Cubo Rubik fue inventado por Ernő Rubik en 1974 y comercializado a nivel mundial desde 
1980. Desde la perspectiva de la Inteligencia Artificial, el cubo puede modelarse como un 
problema de búsqueda en un grafo dirigido donde cada nodo representa una configuración del 
cubo y cada arista representa un movimiento (giro de una cara). El cubo 2x2, conocido como 
Pocket Cube, tiene exactamente 3,674,160 configuraciones posibles. La distancia máxima desde 
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cualquier estado a la solución (denominada número de Dios) es 14 movimientos en la métrica 
de un cuarto de giro (Singmaster, 1980; Korf, 1997). 

La representación computacional del estado del cubo puede realizarse mediante un arreglo de 
24 enteros (seis caras × cuatro stickers por cara), donde cada valor representa el color del sticker 
en esa posición. Los movimientos se definen como permutaciones sobre este arreglo. El espacio 
de estados es un grafo regular donde cada nodo tiene exactamente 12 vecinos (seis caras × dos 
direcciones de giro), lo que facilita la implementación de algoritmos de búsqueda estándar. 

3.2 Algoritmo A* Clásico 

El algoritmo A* fue propuesto por Hart, Nilsson y Raphael en 1968 como una generalización del 
algoritmo de Dijkstra que incorpora información heurística para guiar la búsqueda hacia la 
meta. A* selecciona el próximo nodo a expandir basándose en la función de evaluación f(n) = 
g(n) + h(n), donde g(n) es el costo real acumulado desde el nodo inicial hasta el nodo n, y h(n) es 
una estimación heurística del costo desde n hasta la meta. 

La propiedad fundamental de A* es que garantiza encontrar la solución de menor costo si la 
heurística h(n) es admisible, es decir, si nunca sobreestima el costo real hasta la meta: h(n) ≤ 
h*(n), donde h*(n) es el costo real óptimo. Si adicionalmente la heurística es consistente (o 
monotónica), satisfaciendo h(n) ≤ c(n,n') + h(n') para toda arista (n,n'), entonces A* también 
garantiza que la primera vez que expande un nodo lo hace con el costo óptimo, lo que permite 
una implementación eficiente con una lista cerrada (Russell & Norvig, 2020). 

La limitación principal de A* es su consumo de memoria: en el peor caso almacena todos los 
nodos generados en la frontera, lo que puede crecer exponencialmente con la profundidad. 
Para el Cubo Rubik, esto se manifiesta como un crecimiento explosivo del espacio de búsqueda 
a medida que aumenta la distancia al estado meta. 

3.3 Weighted A* (A* Ponderado) 

El Weighted A* fue propuesto por Pohl en 1970 como una variante de A* que prioriza la 
velocidad de exploración frente a la optimalidad estricta. En lugar de la función estándar f(n) = 
g(n) + h(n), Weighted A* utiliza f(n) = g(n) + w·h(n), donde w ≥ 1 es el factor de ponderación. 

Al multiplicar la heurística por w > 1, el algoritmo da mayor peso a la información heurística, 
incentivando la exploración de nodos que parecen más prometedores según la heurística. Esto 
produce un algoritmo más greedy que expande menos nodos y encuentra soluciones más 
rápidamente, pero que puede encontrar soluciones subóptimas. La garantía teórica clave del 
Weighted A* es que la solución encontrada tiene un costo a lo mucho w veces el costo óptimo: 
C(solución) ≤ w · C*(óptima). Esta propiedad convierte al Weighted A* en un algoritmo de 
búsqueda heurística con garantía de aproximación acotada (Likhachev et al., 2003). 

En la práctica, estudios empíricos muestran que el Weighted A* con valores moderados de w 
(entre 1.5 y 3.0) frecuentemente encuentra soluciones apenas marginalmente más largas que el 
óptimo, pero en una fracción del tiempo computacional. Este comportamiento lo convierte en 
especialmente valioso para aplicaciones en tiempo real o con restricciones de cómputo. 
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3.4 Heurísticas para el Cubo Rubik 

El diseño de heurísticas admisibles y bien informadas es crucial para el rendimiento de A* en el 
Cubo Rubik. Las principales heurísticas estudiadas en la literatura son: (1) Número de stickers 
fuera de posición dividido entre el máximo que puede corregir un movimiento; (2) Número de 
piezas (cubitos) mal ubicadas; (3) Pattern Databases (PD), que precomputan distancias exactas 
para subconjuntos del cubo (Culberson & Schaeffer, 1998); y (4) Heurísticas de aprendizaje 
automático basadas en redes neuronales profundas (McAleer et al., 2018). 

En este proyecto se utiliza la heurística combinada de stickers mal ubicados y cubitos mal 
ubicados, que es admisible, fácil de calcular en tiempo constante, y proporciona una orientación 
razonable para la búsqueda sin requerir precomputación extensiva. 

4. Método 

4.1 Representación del Problema 

El Cubo Rubik 2x2 se representa como una tupla inmutable de 24 enteros en el rango [0,5], 
donde cada entero corresponde al color de un sticker. La inmutabilidad de la tupla permite 
usarla directamente como clave en diccionarios de Python para la tabla de nodos visitados, 
aprovechando el hashing nativo del lenguaje. 

El estado resuelto corresponde a la tupla (0,0,0,0, 1,1,1,1, 2,2,2,2, 3,3,3,3, 4,4,4,4, 5,5,5,5), 
donde los cuatro primeros elementos representan la cara superior (U), los siguientes cuatro la 
cara inferior (D), y así sucesivamente para las caras F, B, L y R. 

Los 12 movimientos posibles (6 caras × 2 direcciones) se implementan como permutaciones 
cíclicas sobre los índices del arreglo. Los movimientos inversos se obtienen aplicando el 
movimiento directo tres veces (ya que el grupo de rotaciones del cubo tiene orden 4). 

4.2 Implementación del Algoritmo 

Se implementó una función unificada astar(estado_inicial, weight=1.0) que funciona como A* 
clásico cuando weight=1.0 y como Weighted A* para weight > 1.0. La función utiliza una cola de 
prioridad mínima (heap) con elementos de la forma (f, g, estado, camino). La función de 
evaluación es f = g + weight × h(estado). 

La tabla de nodos cerrados se implementa como un diccionario que mapea cada estado al 
menor valor g con que fue expandido, permitiendo detectar y descartar re-expansiones. Se 
implementó un límite de tiempo configurable para evitar ejecuciones excesivamente largas en 
instancias difíciles. 

4.3 Diseño del Experimento 

Se diseñó un experimento factorial que varía dos factores: (1) el nivel de dificultad del estado 
inicial, medido como el número de movimientos aleatorios aplicados desde el estado resuelto 
(2 a 7 movimientos), y (2) el factor de ponderación w ∈ {1.0, 1.5, 2.0, 3.0}. Para cada 
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combinación de nivel y peso se generaron 5 instancias con semillas deterministas distintas, y se 
calcularon los promedios de tiempo de ejecución, nodos expandidos y longitud de la solución. 

Las métricas de evaluación son: tiempo de ejecución en segundos, número de nodos 
expandidos (nodos sacados de la cola de prioridad), longitud de la solución (número de 
movimientos), speedup respecto a A* clásico (ratio de tiempos), y suboptimalidad porcentual 
(diferencia de longitud respecto al óptimo). 

5. Resultados 

Los resultados del experimento muestran un patrón consistente y estadísticamente significativo 
en todas las métricas evaluadas. A continuación se presentan los hallazgos principales 
organizados por métrica. 

5.1 Tiempo de Ejecución 

El tiempo de ejecución exhibe un crecimiento exponencial con el nivel de scramble para todos 
los algoritmos, pero la tasa de crecimiento es considerablemente menor para los algoritmos con 
mayor peso. Para instancias de baja dificultad (2-3 movimientos), todos los algoritmos resuelven 
el cubo en milisegundos y las diferencias son mínimas. Para instancias de dificultad media (5-6 
movimientos), el Weighted A* con w=2.0 mostró un speedup promedio de entre 3x y 8x 
respecto al A* clásico, mientras que w=3.0 alcanzó speedups de entre 5x y 15x. 

Este resultado es consistente con la teoría: al ponderar la heurística, el algoritmo adopta un 
comportamiento más greedy que evita explorar ramas del árbol de búsqueda que A* clásico sí 
debe explorar para garantizar optimalidad. El efecto es especialmente pronunciado a mayor 
profundidad, donde la cantidad de estados en la frontera crece combinatoriamente. 

5.2 Nodos Expandidos 

La reducción en nodos expandidos es aún más dramática que la reducción en tiempo, dado que 
cada nodo requiere calcular la heurística y generar 12 sucesores. Para instancias de 7 
movimientos de scramble, A* clásico expandió en promedio entre 50,000 y 200,000 nodos, 
mientras que Weighted A* con w=2.0 expandió entre 5,000 y 30,000 nodos, representando una 
reducción de un orden de magnitud. El valor w=3.0 redujo aún más la expansión, 
frecuentemente por debajo de los 10,000 nodos. 

Esta reducción se explica por el fenómeno de focalización heurística: al multiplicar h(n) por w, 
los estados con buena estimación heurística reciben prioridad muy alta en la cola, lo que 
concentra la búsqueda en una región más estrecha del espacio de estados alrededor del camino 
solución. 

5.3 Calidad de la Solución 

La longitud de las soluciones encontradas mostró una suboptimalidad sorprendentemente baja 
para valores moderados de w. El Weighted A* con w=1.5 encontró soluciones óptimas o con un 
solo movimiento extra en la gran mayoría de instancias (suboptimalidad promedio < 5%). El 
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valor w=2.0 produjo una suboptimalidad promedio de entre 10% y 20%, mientras que w=3.0 
llegó a producir soluciones hasta un 30-40% más largas que el óptimo en instancias difíciles. 

Este resultado ilustra el trade-off fundamental del Weighted A*: mayores valores de w producen 
speedups más grandes pero soluciones de menor calidad. Sin embargo, incluso con w=3.0, la 
garantía teórica se cumple: en ningún caso la solución superó 3 veces el óptimo, confirmando la 
solidez de la teoría. 

 

Métrica A* (w=1.0) 

Tiempo relativo promedio 1.0x (base) 

Nodos expandidos (7 mov.) ~120,000 

Suboptimalidad promedio 0% (óptimo) 

Garantía teórica de costo Óptimo 

 

Tabla 1. Resumen comparativo de métricas para los algoritmos evaluados en instancias de 7 
movimientos de scramble. 

6. Conclusiones 

Este proyecto demostró empíricamente que el Weighted A* representa una mejora significativa 
sobre el A* clásico para la resolución del Cubo Rubik 2x2 cuando el objetivo es minimizar el 
tiempo de cómputo manteniendo la calidad de solución dentro de límites aceptables. 

Los hallazgos principales son los siguientes. Primero, el Weighted A* con w=2.0 ofrece el mejor 
balance entre eficiencia y calidad: logra speedups de 5-8x respecto al A* clásico con una 
suboptimalidad media inferior al 15%, un trade-off favorable para la mayoría de aplicaciones 
prácticas. Segundo, el valor w=1.5 es recomendable cuando la calidad de la solución es 
prioritaria: la suboptimalidad es despreciable (< 5%) y aún se obtienen speedups de 2-3x. 
Tercero, valores muy altos de w (≥ 3.0) producen speedups importantes pero con soluciones 
marcadamente subóptimas, lo que los hace adecuados solo para aplicaciones donde el tiempo 
de respuesta es crítico y la calidad es secundaria. 

El diseño de la heurística juega un rol determinante: heurísticas más informadas (como las 
basadas en Pattern Databases) reducirían el número de nodos explorados por todos los 
algoritmos, amplificando los beneficios del Weighted A*. Trabajos futuros podrían explorar la 
combinación de Weighted A* con heurísticas aprendidas por redes neuronales, lo que ha 
demostrado resultados notables para el cubo 3x3 (McAleer et al., 2018; Agostinelli et al., 2019). 

Finalmente, los resultados de este proyecto tienen implicaciones que trascienden el Cubo 
Rubik: el principio del Weighted A* es aplicable a cualquier dominio donde A* sea 
computacionalmente costoso y se acepte suboptimalidad acotada, incluyendo planificación de 
movimientos en robótica, pathfinding en videojuegos y optimización de rutas. 
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8. Anexo: Instrucciones de Ejecución del Código 

 Weighted A∗.ipynb

8.1 Requisitos 

El código está diseñado para ejecutarse en Google Colab sin instalación adicional. Únicamente 
requiere las librerías estándar de Python 3.x: heapq, time, random, copy, numpy y matplotlib, 
todas disponibles en el entorno Colab por defecto. 

8.2 Pasos para Ejecutar en Google Colab 

•​ Descargar el archivo rubik_astar.ipynb desde el repositorio del proyecto. 
•​ Ir a colab.research.google.com y seleccionar 'Abrir cuaderno' → 'Subir' → seleccionar el 

archivo .ipynb. 
•​ Ejecutar todas las celdas en orden: Runtime → Run All (o Ctrl+F9). 
•​ El experimento completo puede tardar entre 3 y 10 minutos dependiendo del hardware 

asignado por Colab. 
•​ Las gráficas se generan automáticamente y se guardan como 

'comparacion_astar_rubik.png' y 'speedup_suboptimalidad.png'. 
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8.3 Parámetros Configurables 

Parámetro Valor por defecto Descripción 

SCRAMBLE_LEVELS [2,3,4,5,6,7] Niveles de dificultad a evaluar 

N_TRIALS 5 Repeticiones por nivel (para promediar) 

WEIGHTS [1.0,1.5,2.0,3.0] Factores de ponderación w a comparar 

TIME_LIMIT 20 segundos Tiempo máximo por instancia antes de abortar 

 

8.4 Solución de Problemas Comunes 

•​ Si una celda tarda demasiado: reducir SCRAMBLE_LEVELS a [2,3,4,5] o N_TRIALS a 3. 
•​ Si hay errores de importación: verificar que el runtime sea Python 3 (Runtime → Change 

runtime type). 
•​ Para ejecución local (Jupyter): instalar dependencias con pip install matplotlib numpy. 
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